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	Resumen: En Jilotepec, Veracruz, la producción de café enfrenta retos asociados con la degradación del suelo y la baja productividad agrícola. Este trabajo se enfoca en una Revisión Sistemática de la Literatura (RSL) sobre el uso de visión artificial para el diagnóstico de suelos cafetaleros, con el fin de identificar técnicas efectivas que permitan desarrollar herramientas tecnológicas aplicables al contexto local. La RSL se realizó bajo un protocolo riguroso que incluyó criterios de inclusión/exclusión, búsqueda en bases de datos científicas reconocidas y análisis temático de estudios entre 2019 y 2024. Los resultados destacan el potencial de la visión artificial en tareas como segmentación de imágenes, análisis de textura y detección de características fisicoquímicas del suelo. Como aporte principal, se identifican tendencias, vacíos y oportunidades que fundamentan la creación de un software de diagnóstico de suelos más rápido, accesible y preciso para cafetaleros. Esta investigación sienta las bases para soluciones innovadoras en agricultura sustentable y digital.

	Palabras clave: Análisis de suelos, gestión agrícola, independencia tecnológica, segmentación de imágenes y tecnología asistida.

	 

	Abstract: In Jilotepec, Veracruz, coffee production faces challenges associated with soil degradation and low agricultural productivity. This work focuses on a Systematic Literature Review (SLR) on the use of computer vision for the diagnosis of coffee-growing soils, aiming to identify effective techniques that enable the development of technological tools applicable to the local context. The SLR was conducted under a rigorous protocol that included inclusion/exclusion criteria, a search in recognized scientific databases, and thematic analysis of studies between 2019 and 2024. The results highlight the potential of computer vision in tasks such as image segmentation, texture analysis, and the detection of physicochemical soil characteristics. As a main contribution, the review identifies trends, gaps, and opportunities that support the creation of faster, more accessible, and accurate soil diagnostic software for coffee producers. This research lays the groundwork for innovative solutions in sustainable and digital agriculture.

	Keywords: Soil analysis, agricultural management, technological independence, image segmentation, assisted technology.

	1. Introducción

	La cafeticultura es una de las actividades agrícolas más representativas en México [1], no solo por su impacto económico en zonas rurales, sino también por su relevancia social, cultural y ambiental. Esta actividad tiene especial importancia en regiones montañosas como Jilotepec, Veracruz, donde el cultivo del café constituye el eje central de la economía local y forma parte del modo de vida de las comunidades. En esta región, el 48 % de la superficie total está dedicada a actividades agrícolas, siendo el café el principal cultivo tanto en términos de superficie sembrada como de ingreso generado para los productores [2].

	Sin embargo, en los últimos años la productividad de los cafetales en Jilotepec se ha visto amenazada por diversos factores, siendo uno de los más preocupantes la degradación progresiva del suelo. Esta problemática obedece, en gran medida, a prácticas inadecuadas de manejo agrícola, así como a procesos erosivos que se han intensificado debido a la compleja topografía del lugar y al impacto creciente del cambio climático [3]. Ante este panorama, se vuelve indispensable evaluar con precisión el estado actual del suelo con el fin de diseñar e implementar estrategias eficaces de conservación, restauración y mejora de las prácticas agrícolas que permitan garantizar la sostenibilidad de la producción cafetalera en el mediano y largo plazo.

	Tradicionalmente, la evaluación de la calidad del suelo se realiza mediante procedimientos manuales de muestreo y análisis en laboratorio. Si bien estos métodos ofrecen resultados precisos y confiables, también presentan importantes limitaciones: suelen ser costosos, requieren de tiempo considerable y demandan recursos especializados que no siempre están al alcance de los pequeños productores [4]. Esto genera una barrera de acceso al diagnóstico del suelo, limitando la capacidad de muchos agricultores para tomar decisiones informadas sobre el manejo de sus parcelas.

	En respuesta a estas limitaciones, la visión artificial ha emergido como una alternativa tecnológica prometedora para el diagnóstico del suelo y de los cultivos a partir del análisis automatizado de imágenes digitales. Esta tecnología permite detectar ciertas características físicas y químicas del terreno de manera más rápida y con menor necesidad de intervención humana, ofreciendo así una vía eficiente y escalable para obtener información útil sobre la condición del suelo [5], [6], [7].

	No obstante, a pesar del potencial que representa esta tecnología, aún existe una brecha considerable en cuanto a su aplicación directa en cultivos específicos como el café, especialmente en contextos rurales donde el acceso a herramientas digitales es limitado y la infraestructura tecnológica es escasa. En particular, en regiones como Jilotepec, la integración de la Visión Artificial en los procesos agrícolas se encuentra en etapas tempranas, lo cual plantea tanto un reto como una oportunidad para el desarrollo de soluciones adaptadas a este entorno.

	Con base en lo anterior, este artículo presenta una Revisión Sistemática de la Literatura (RSL) orientada a identificar las técnicas de visión artificial más utilizadas en el diagnóstico de suelos agrícolas. El propósito de esta revisión es sentar las bases científicas necesarias para el desarrollo futuro de herramientas digitales que respondan a las características específicas de los cafetales de Jilotepec. Como aporte principal, se identifican los avances, vacíos y tendencias presentes en la literatura académica reciente, lo que permitirá orientar futuras investigaciones e iniciativas tecnológicas dirigidas al manejo sostenible del suelo en zonas cafetaleras.

	El artículo se organiza de la siguiente manera: en la sección 2 se describe la metodología empleada para llevar a cabo la revisión sistemática; en la sección 3 se presentan los resultados obtenidos y su análisis correspondiente; y finalmente, en la sección 4 se discuten los hallazgos y se formulan conclusiones junto con posibles líneas de trabajo futuro.

	2. METODOLOGÍA

	Este estudio se realizó bajo el enfoque metodológico propuesto por Barbara Kitchenham y Stuart M. Charters [8] para la elaboración de RSL en el ámbito de la ingeniería del software, el cual ha sido adaptado rigurosamente al contexto de la visión artificial aplicada al diagnóstico de suelos agrícolas, particularmente en cultivos de café. Esta metodología proporciona un marco estructurado que asegura la trazabilidad, transparencia, objetividad y replicabilidad de cada una de las etapas de la revisión. 

	La aplicación de este enfoque permite construir un mapa actualizado del conocimiento disponible, identificar vacíos en la literatura y guiar futuras investigaciones con una base sólida (ver Figura 1).
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	Figura 1. Fases de la metodología RSL de acuerdo con [8]

	2.1. Procedimiento

	Fase 1. Planificar la revisión

	Durante esta fase inicial, se estableció un protocolo que dirigió todo el proceso de revisión. El protocolo incluyó los siguientes elementos clave:

	
		Pregunta principal de investigación: 



	¿Qué técnicas de visión artificial se han aplicado exitosamente al diagnóstico de suelos agrícolas?

	
		Objetivo:



	Identificar, clasificar y analizar las técnicas de visión artificial utilizadas en el diagnóstico de suelos agrícolas, especialmente aquellas con potencial de aplicación en cafetales.

	
		Criterios de inclusión: 



	Se consideraron artículos publicados entre 2019 y 2024, redactados en inglés o español, disponibles en texto completo y revisados por pares, que presenten una aplicación concreta de técnicas de visión artificial al análisis de suelos.

	
		Criterios de exclusión: 



	Se excluyeron trabajos sin relación directa con el análisis de suelos, artículos duplicados, estudios sin acceso completo (solo resumen) y publicaciones de carácter teórico u opinativo sin evidencia empírica o técnica.

	Para localizar la literatura relevante, se diseñaron y aplicaron cadenas de búsqueda utilizando operadores booleanos y términos controlados, construidos a partir de un conjunto de conceptos clave y sus respectivos sinónimos. La Tabla 1 muestra los términos principales considerados para las búsquedas.

	Tabla 1. Términos clave y sinónimos
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	A partir de estos términos, se formularon diversas cadenas de búsqueda, las cuales se aplicaron en las bases de datos seleccionadas para recuperar el mayor número de estudios relevantes posibles. La Tabla 2 presenta las cadenas de búsqueda utilizadas.

	Tabla 2. Cadenas de búsqueda
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	Estas cadenas de búsqueda se ejecutaron en las bases de datos académicas más relevantes en el área, seleccionadas por su cobertura, especialización temática y relevancia científica. La Tabla 3 presenta el criterio de elección de cada base de datos utilizada.

	Tabla 3. Bases de datos para la búsqueda de literatura
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	Fase 2. Conducir la revisión

	Una vez definidas las cadenas de búsqueda, se procedió a su ejecución sistemática en cada una de las bases de datos académicas seleccionadas. El objetivo de esta fase fue identificar cuál de las combinaciones de términos ofrecía un mayor número de resultados relevantes, permitiendo así maximizar la recuperación de literatura potencialmente útil para el estudio. Las búsquedas fueron realizadas durante el mes de febrero del año 2025, siguiendo un mismo criterio de aplicación en todas las plataformas para asegurar la uniformidad del procedimiento.

	Posteriormente, se aplicó un primer filtrado a los resultados obtenidos, considerando los criterios de inclusión definidos previamente: intervalo de publicación entre los años 2019 y 2024, idioma inglés o español, disponibilidad en texto completo y clasificación como artículos académicos revisados por pares. Esta depuración inicial permitió eliminar estudios que no cumplían con las condiciones mínimas de calidad y pertinencia, así como duplicados o documentos sin acceso libre, así como detectar la cadena que da mayor cantidad de resultados. 

	Con base en los artículos resultantes de la mejor cadena de búsqueda, se llevó a cabo una segunda ronda de filtrado. En esta etapa se revisaron los títulos de los estudios para evaluar su pertinencia específica con el objeto de estudio, y se eliminaron aquellos que estaban duplicados o que no abordaban directamente la aplicación de visión artificial en el diagnóstico de suelos agrícolas. Este paso sirvió para asegurar la precisión y relevancia de la literatura seleccionada para el análisis final. 

	Fase 3. Documentar la revisión

	Los documentos seleccionados se analizaron en profundidad en la tercera fase del estudio, con el objetivo de identificar patrones, técnicas recurrentes, algoritmos utilizados, tipos de datos procesados y contextos de aplicación relacionados con la visión artificial y el análisis de suelos.

	3. Resultados y discuSión

	Los resultados de la Fase 2 se presentan de forma resumida en la Tabla 4, donde se muestra la cantidad total de documentos recuperados por cada cadena de búsqueda (C1, C2 y C3) en cada una de las bases de datos.

	Tabla 4. Resultados de búsqueda general de literatura
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	Como puede observarse, la cadena de búsqueda C3 generó el mayor número de resultados en todas las bases de datos, superando ampliamente a C1 y C2. Esto sugiere que C3 posee una estructura de términos más amplia y efectiva para abarcar el enfoque temático del estudio.

	La Tabla 5 muestra la comparación entre los resultados totales y los artículos que cumplieron con los criterios de aceptación.

	Tabla 5. Resultados de la aplicación de los criterios de aceptación
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	A partir de esta comparación, se concluyó que la cadena de búsqueda C3 no solo era la que generaba mayor cantidad de resultados, sino también la que conservaba el mayor número de artículos relevantes tras aplicar los filtros de inclusión. Por esta razón, se eligió la cadena C3 como la cadena principal para el proceso de selección final. La Tabla 6 presenta el número definitivo de artículos considerados por base de datos.

	Tabla 6. Filtrado final de literatura
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	El proceso de filtrado descrito dio como resultado un conjunto final de cuarenta (40) artículos altamente relevantes que constituyen la base documental de esta Revisión Sistemática de la Literatura. Estos documentos fueron analizados en profundidad en la fase 3 del estudio, y en la Tabla 7 se muestra veintitrés (23) artículos del conjunto final, a modo de representación de los hallazgos obtenidos.

	Los veintitrés (23) artículos incluidos en la Tabla 7 comparten como objetivo principal la mejora o automatización de la evaluación del suelo o de condiciones relacionadas mediante visión artificial. Algunos trabajos se enfocan en desarrollar modelos precisos para segmentación de residuos agrícolas [9], otros en predecir propiedades como textura del suelo con imágenes tomadas por smartphones [10], mientras que algunos ofrecen revisiones amplias del estado del arte en clasificación de suelos [6], [13]. Además, se identificaron propuestas novedosas como CollembolAI, que, aunque no evalúa el suelo directamente, utiliza visión artificial para analizar bioindicadores asociados a su calidad [11].

	 

	
Tabla 7. Análisis de literatura
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La técnica predominante fue el uso de redes neuronales convolucionales (CNN), presente en la mayoría de los artículos [6], [10], [12], [19], [27], (ver Figura 2). En particular, modelos como U-Net [9], [18], R-CNN, YOLO, ResNet y variantes personalizadas como DLAC-CNN-RF [10] demostraron alta eficacia en tareas de clasificación y segmentación (ver Figura 3). También se observaron técnicas de aprendizaje profundo combinadas con métodos estadísticos como Random Forest y SVM, lo cual permite mejorar la robustez de los modelos [13], [21].
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	Figura 2. Principales algoritmos/modelos de análisis
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	Figura 3. Clasificación de algoritmos/modelos en visión artificial

	La diversidad de suelos fue notable. Se analizaron suelos arcillosos, arenosos, limosos, suelos de la India (Tamil Nadu), y agrícolas cubiertos con residuos de maíz o soya [9], [12], [22], [29]. En el caso de cultivos, se observaron aplicaciones en trigo, arroz, tomate, pepino, entre otros [14], [18], [25], (ver Figura 4). Algunos estudios no se centraron en un tipo de cultivo específico, sino en la clasificación de muestras de suelo a partir de sus propiedades físicas [24].
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	Figura 4. Tipos de suelo y cultivos analizados

	Las fuentes de datos más frecuentes fueron imágenes RGB, muchas de ellas capturadas por cámaras digitales, drones, o smartphones de alta gama [10], [13], [20]. También se emplearon imágenes hiperespectrales (HSI) y datos satelitales [19]. Algunos estudios utilizaron microscopía o sistemas de macrofotografía automatizados como parte de entornos experimentales personalizados [11] (ver Figura 5).
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	Figura 5. Fuentes de datos utilizadas

	En términos de precisión, los modelos analizados lograron resultados destacados: U-Net superó el 89 % [9], y DLAC-CNN-RF alcanzó un rendimiento sobresaliente en predicción de textura [10]. Modelos avanzados como X101-FPN con SAHI también mostraron una precisión promedio del 86  % en tareas especializadas [11]. Los autores coinciden en que las técnicas de visión artificial pueden sustituir o complementar métodos tradicionales de análisis de suelo, siempre que se ajusten a las condiciones locales y se disponga de datos suficientes [18], [29].

	4. CONCLUsiONES

	Este estudio consistió en una RSL orientada a identificar y analizar las técnicas de visión artificial aplicadas al análisis de suelos agrícolas. La metodología implicó el examen exhaustivo de cuarenta artículos científicos, evaluados en función de su relevancia técnica y aplicabilidad práctica. Lo que permitió clasificar y comparar de manera sistemática los objetivos, algoritmos, tipos de suelo, fuentes de datos y principales hallazgos reportados en cada investigación.

	Los hallazgos muestran que las CNN son las técnicas más empleadas, con modelos como U-Net, ResNet y DLAC-CNN-RF mostrando altos niveles de precisión en tareas de segmentación y clasificación. En cuanto a los datos, las imágenes RGB capturadas por smartphones o cámaras digitales fueron la fuente más común, aunque también se identificaron enfoques más avanzados con imágenes hiperespectrales o satelitales. Se abordaron diversos tipos de suelos y cultivos, lo que demuestra la versatilidad de estas herramientas.

	Se concluye que la visión artificial representa una alternativa no destructiva, precisa y eficiente para el diagnóstico del suelo. Sin embargo, aún existen vacíos en la literatura, especialmente en aplicaciones dirigidas a cultivos como el café y en contextos rurales con bajo acceso tecnológico. Como trabajo futuro, se propone el desarrollo de modelos entrenados con datos locales y de bajo costo computacional, que permitan implementar soluciones reales en comunidades cafetaleras como las de Jilotepec, Veracruz.
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